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基于自我训练的长效垃圾分类方法 
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Singapore 117576 

摘  要：目的 目前垃圾主要采用名称检索的方式开展分类，这类方法通常基于事先设定的数据分类，很难有效

地包含现有所有的垃圾，更难应对未来持续增多的垃圾，针对上述问题，面向生活垃圾，本文提出一种基于自我

训练的长效垃圾分类方法。方法 首先，采用Bagging将两类分类能力和训练机制不同的基分类器(KNNs和SVMs)，

根据它们各自独立的投票和权重进行有机地组合，提出了一种新颖的集成分类器对生活垃圾进行分类；其次，基

于直观的图像交互反馈，动态地更新分类器相应分类结果的置信度和基于云的训练样本集，提升后续分类的准确

性和方法本身的自学习能力。结果 使用包含233条生活垃圾的训练样本集对原型系统进行训练，并使用151条垃

圾样例进行测试，实验表明本文提出的集成分类器对生活垃圾的分类准确性可以达到95%左右。通过逐步提高训

练样本集中错误样本的比例（≤30%）并重新训练集成分类器，之后，采用上述151条样例共开展了150次分类测

试。相应的平均准确率分析表明，本文的集成分类器具有较高和较为稳定的分类准确率（≥93%）。此外，在上述

实验中加入反馈机制后，平均准确率分析表明，该机制能有效地减轻错误样本对本文集成分类器准确率衰减带来

的影响。结论 本文提出的方法对生活垃圾分类具有较高的分类准确率、鲁棒性且具有良好的长效性。 
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Abstract:  Objective  Along with the improvement of people's consumption, more and more daily garbage both in the 

quantity and type are produced. Classifying them correctly is important to protect human in healthy and maintain 

environment in clean & safe, which needs the joint efforts of all of us. With the popularity of the WWW and the 

development of information technology, retrieving garbage by mobile based on garbage name is a popular garbage 

classification method. However, this method usually works on some static data classifications, which makes it difficult to 

cover all garbage and extend to include increasing while new kinds of garbage. To improve the above problem, a 

long-term garbage classification method based on self-training is present for domestic garbage in this paper. Method  

The proposed method, making full use of the capability of the machine learning, can update its corresponding training set 

and carry out self-trainings according to the users’ inputs and feedbacks realized through garbage image selection. Thus, 

the more user participation, the more classification accuracy of our method. Accordingly, the proposed method is mainly 



composed of two parts: (1) in order to make our method have a pretty classification ability, a novel ensembled classifier, 

integrating KNNs and SVMs (as basis classifiers) together by adopting Bagging based on their independent voting and 

weights, is adopted, where misclassification-oversampling technology is also combined with Bagging to promote the 

accuracies of these basis classifiers; (2) Secondly, a feedback mechanism, based on image selection, is used to 

automatically update our classifier’s confidence and extend our garbage training set, to upgrade its classification accuracy 

and self-training ability. Result  A corresponding domestic garbage classifying prototype is developed to validate the 

effectiveness of the above method. Here, a training set containing 233 garbage samples is used to train our ensembled 

classifier while a test set within 151 garbage samples is used to evaluate the accuracy and the robustness of our 

ensembled classifier. The experiments demonstrate that the average classification accuracy rate of the ensembled 

classifier, near to 95%, is better than the performance of each basis classifier. Moreover, along with increasing the 

proportion of the incorrect sample in the training set gradually (≤30%), we, correspondingly, train the ensembled 

classifier on each of these data and then carry out classification test by using the above test set on each of them as well. 

The corresponding average accuracy analysises illustrate that our ensembled classifier can maintain a relatively high and 

a stable classification accuracy rate (≥93%) while the feedback mechanism can effectively help our method to alleviate 

the negative influence brought by the incorrect samples. Conclusion  Classifying garbage is closely related to people's 

healthy daily life and environment protection. However, long-term methods, to effectively do the above job along with 

the more and more garbage increasing both in number and kind, are still rare, especially in the mobile platform. Hence, a 

new long-term garbage classification based on self-training method for domestic garbage is presented in this work. The 

method has an accurate and robust domestic garbage classification ability as well as a self-learning ability, which are 

ensured by a novel ensembled classifier and feedback mechanism. However, the method is still having some 

disadvantages that should be improved, such as: 1) the garbage image input is mainly used by our feedback mechanism 

while its corresponding features are mainly described by text since the general and effective methods for extracting 

garbage features from images are still rare; 2) the automatic feedback mechanism should be studied in order to further the 

automation level of the whole method. 

Key words:  garbage classification; self-training; ensembled classifier; Bagging; long-term classification 

 

0 引  言 

随着人们消费水平的不断提高，中国每年产生

的生活垃圾的种类也在不断递增。有些地方甚至被

未能及时处理的垃圾所包围，“垃圾围城”问题日

趋严峻。相关调查表明，从源头上实施垃圾分类投

放不仅可以加快垃圾的处理，使“垃圾围城”有效

得到解决，而且提高了垃圾的回收利用率，降低了

垃圾的处理成本[1]。2017 年 3 月，国务院转发了生

活垃圾分类制度实施方案，要求到 2020 年底，基

本建立垃圾分类相关法律法规和标准体系，在重点

城市实施生活垃圾的强制分类[2]。目前对于垃圾分

类采取的科普方式有建立垃圾分类督导员及志愿

者队伍进社区指导垃圾分类，发挥新闻媒体的作

用，张贴放映科普垃圾分类的海报及视频，还有社

区内开展的垃圾分类教育活动等。这些方法往往影

响范围较小且能科普的垃圾种类太少，而且很难应

对不断增加的生活垃圾。 

针对上述问题，本文将机器学习方法应用到垃

圾分类中，设计了长效的垃圾分类方法。该方法可

以根据用户输入的垃圾及用户的图像反馈，对云数

据库进行更新和自我训练。随着参与用户人数的增

加，以及使用频率的增加，该方法对垃圾分类的能

力也会逐步增强。 

1 相关工作 

考虑到本文将机器学习的分类算法应用到垃

圾分类中，因此，主要针对垃圾分类与机器学习分

类算法开展了调研工作。 



1.1 垃圾分类应用 

目前有少量的正在被使用的垃圾分类系统，如

日本的横滨垃圾分类、国内的绿色生活等 APP 中都

具有查询垃圾分类的功能。用户可通过输入垃圾名

称或成分检索的方式获取垃圾的分类信息。然而，

这些系统无法处理生活中名称标注不一致但内容

相同的垃圾。此外，它们使用的是静态数据库，其

内容通常无法随着垃圾数量的增加而自动地增长。 

1.2 分类方法 

Fernandez-Delgado 等人[3]使用 121 个数据集评

估了来自 17 个家族的 179 个分类方法。实验结果

显示，随机森林和使用高斯或多项式核的 SVM 分

类方法效果明显好于其他分类方法。同时，SVM、

KNN 等分类方法也被广泛应用于各种分类应用
[4-8]。 

集成分类算法在集成多个分类器的过程中，多

次使用“重赋值法”或“重采样法”改变样本的分

布，不仅提高了单个分类器的精度，而且解决了样

本类别不平衡的问题[9-10]。文献[11]提出结合代价敏

感技术的集成分类方法，在 Adaboost 中引入代价因

子，使得该算法在每次迭代训练过程中更关注少数

类样本，从算法层次解决类别不平衡问题 [11]。

Seiffert 等人[12]提出了在 Adaboost 的迭代过程中采

用随机欠采样技术的方法，从多数类样本集中随机

选择样本并删除，从而达到使类别平衡的效果。文

献[13]提出的 OverBagging 方法将随机过采样技术

应用于 Bagging 算法中，以多数类样本数为基数，

对少数类样本进行过采样，实现数据的平衡。文献

[14]提出了 EasyEnsemble 方法，该方法基于随机欠

采样技术，将 Boosting 和 Bagging 集成分类算法相

结合。李等人[15]提出了基于权重采样的 Boosting 方

法，并给出了误分过采样等函数形式，缓解了数据

的类别不平衡问题。 

此外，Dong 等人[16]提出了一种集成的自我训

练方法，将半监督与集成学习相结合，半监督学习

使集成学习分类器可以在只有少量已标记样本的

前提下获得更高的分类准确率，集成学习分类器也

为半监督学习算法提供更可靠的已标记数据。 

2 方法的总体架构 

如图 1所示，本文方法主要包含两大部分：自

我训练式集成分类器和用户反馈机制。将垃圾的特

征信息与垃圾图片输入到自我训练式集成分类器

中，分类器会根据已训练好的模型，输出该垃圾的

分类结果以及数据库中与该垃圾特征最相似的三

个样本图片。用户只需直观地从中选择他认为最相

似的一张图片，即完成反馈。 

 

图1 长效垃圾分类方法的总体结构 

Fig. 1 The overall structure of the long-term garbage 

classification method 

 

图2 用户反馈与数据库更新 

Fig. 2 User feedback and database updating  

如图 2所示，集成分类器判断用户所选图片所

属的垃圾类别与分类器对新样例的分类结果是否

一致（如 5.4 小节中图 14所示）。若一致，则认为

本次输入的垃圾类型判断的结果置信度较高，分类

器会自动将新输入的垃圾作为新的已标记样本加

入到训练样本集中。若不一致或全不选，则集成分

类器判定分类结果的置信度较低，此时，通过后台

将该垃圾特征信息及其图片作为样本添加到数据

库中。通过反馈功能，内容相同或相似的垃圾可以

完善它的特征信息；对于分类器来说，该功能可以

新增已标记的样本。从而使得本文的分类器的分类

功能，随着使用频率的增加而不断得到提高和扩

充，达到长效的目的。 

本文提出的自我训练式集成分类器[16]，由两个

共享同一个已标记数据集的 Bagging 分类器[17]组

成：基于误分过采样[15]的 Bagging 分类器使用 SVM

作为基分类器；基于随机重采样的 Bagging 分类器

使用 KNN 分类器作为基分类器。将两个 Bagging

一致 

不一致 

未选择 

分类结果置信度高 

分类结果置信度低 

自动加入 

数据集 

通过后台 

加入训练集 

用户选择 

与 

分类器结果 



分类器中的基分类器加权组合成为分类准确率更

高的强分类器[17]。 

3 基于自我训练的集成分类器 

为了从训练样本集中学习一个分类性能较好

的分类模型，并用于预测新样例分类的功能，本文

借助 Bagging 将性能不同的基分类器进行有机地结

合，形成一个新的集成分类器。此外，为了提高基

分类器的分类准确率，本文将 Bagging 与误分过采

样[15]技术相结合。最后，为了实现最终分类器具有

自学习功能，本文将自我训练方式应用于集成的分

类器，整体架构如图 3 所示。 

 

图 3 集成分类器总体框架： SVMi 代表第 i 个 SVM 基分类

器，KNNj 代表第 j 个 KNN 基分类器 

Fig. 3 The framework of ensembled classifier: SVMi represents 

the i-th SVM, KNNj represents the j-th KNN 

考虑到SVM和KNN具有较好的分类能力和较

小的计算代价[4-8]，因此本文采用它们作为集成分类

器的基分类器。为了提升运行效率，本文将 KNN

在分类过程中生成的相似度数组直接作为后续的

用户反馈模块的输入。 

为了平衡训练样本集中的类别样本数与缩短

每个分类器的采样时间，本文在集成分类器开始学

习前统一地进行一次过采样。之后，本文采用以下

方法，训练各个基分类器，使它们的分类能力具有

显著的差异性
[17]

： 

1）4 个 KNN 分类器采用随机重采样法获得训

练样本，以期总的训练样本能尽可能覆盖训练样本

空间。考虑到 KNN 通常没有训练阶段，对它增加

样本特别是分类错误的样本，往往会降低它的分类

准确率。为此，本文将 KNN 分类器置于采用随机

重采样法的 Bagging 中，通过随机重采样保证了

KNN 基分类器的差异性； 

2）采用误分过采样法[15]逐序地对 5 个 SVM 分

类器提供训练样本，以期提高高序 SVM 基分类器

对样本分类的准确率。具体来说，第 i 个（1≤i≤4）

SVM 基分类器训练后，用它对其所采用的训练样本

集进行一次分类，分类结果采用误分过采样法产生

第 i+1 个 SVM 基分类器的训练样本集。在 Bagging

中融合误分过采样法，实验表明（4.3 小节）可使

高序的 SVM 基分类器有更高的分类准确率。 

本文提出的集成分类器中嵌套了两个 Bagging

集成分类器。为了将这两个 Bagging 分类器有效地

集成开展分类，此处对它们所含的所有基分类器统

一地进行加权组合，如图 4 所示。此外，考虑到简

单线性加权的分类效果往往并不理想，为了适应多

分类任务，本文将投票法与基分类器的权重设置相

结合[18]。具体步骤如下：  

1）采用公式(1)[17]计算每个基分类器的权重，

其中，ε 为该基分类器在测试中的错误率。由公式

（1）可知，错误率越高的第 i 个基分类器对应的权

重 αi 越低，且当某个基分类器的错误率大于 0.5 时，

设置其权重为 0； 

 

2）所有基分类器根据各自对样本的分类能力

独立地对测试样例 S 的垃圾类别进行投票（如图 4

所示）。对于任一测试样例 S，所有基分类器对其所

属垃圾类别独立地投票。若 S 被这些基分类器判断

为归属于多个不同类别的垃圾，则每个归属类别在

集成分类器中的比重，即 S 属于该类垃圾的比重，

等于所有做出此判断的基分类器的权重之和。假设

集成分类器中有 n 个基分类器判定 S 属于第 i 类垃

圾，则这 n 个基分类器的权重之和，即为集成分类

器判定 S 属于 i 类垃圾的比重。将集成分类器对 S

  
1

ln 1- / 0.5
= 2

0, 0.5

  








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，
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属于各垃圾类别的投票比重值进行比较，取比重值

最高的类别作为集成分类器对该样例的最终分类

结果。 

 

图 4 基分类器的加权组合 

Fig. 4 Weighted combination for base classifiers 

分类器在使用过程中会不断接收到输入的测

试样例，为了将这些新样例加入到集成训练的学习

过程中，以提高分类器的精确度，此处将自我训练

算法加入到本章提出的集成分类器中。将用户输入

的新样例作为自我训练算法中每一次迭代时使用

的未标记样本，并通过用户反馈机制获取其分类结

果的置信度；随后将置信度高的新样例加入下一次

迭代的训练样本集中。自我训练算法使集成分类器

可利用不断输入的新样例进行学习，同时集成分类

器较高的分类准确率也为自我训练算法提供较高

的分类置信度[16,19]。 

4 集成分类器灵敏度分析 

为了确认KNN分类器的 k值以及两个Bagging

分类器中基分类器的个数等重要参数，本文进行了

一系列实验。 

4.1 KNN 主要参数设置分析 

k 值的确定：保持分类器个数不变，逐步改变

k 值。此处，每一个不同 k 值的 KNN 分类器均对测

试库中的所有样例（本文测试样例库包含 151 个样

例）进行测试并分别计算它们的分类准确率。此处，

准确率 = 分类正确的样例数（个）/总样例数（个）。

考虑到 KNN 分类器采用的采样法存在随机性，针

对每一个 k 值，均进行 100 次上述测试实验，并取

所有分类准确率结果的平均值作为该 k 值下 KNN

分类器的准确率。KNN 分类器的准确率随 k 值的变

化如图 5 所示。由图 5 可知，当 k=9 时，KNN 分

类器的准确率较高。 

 

图 5 KNN 准确率随 k 值变化示意图 

Fig. 5 Illustration of the accuracy variation of KNN while 

changing the value of k 

4.2 基分类器个数设置分析 

 

图 6 分类器准确率随基分类器个数变化示意图 

Fig. 6 Illustration of the accuracy variation of the ensembled 

classifier while changing the number its base classifiers 

 

图 7 分类器学习耗时随基分类器个数变化示意图 

Fig. 7 Ensembled classifier’s training time variation in 

changing with the number its base classifiers 

基分类器个数的确定：保持 k=9 不变，逐步改

变两个 Bagging 分类器中两种基分类器的个数，同

时，本文使用包含 233 个样本的训练库训练集成分

类器，并使用训练出的集成分类器对本文的 151 个

测试样例进行分类。上述分类过程中集成分类器的
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分类准确率（统计方法和上文 k 值确定实验中的方

法一致）及整个过程中所耗的平均时间的变化如图

6 和图 7 所示。如图 7 所示，KNN 分类器少于 5 个

且 SVM 少于 6 个时，分类的评价耗时较少。图 6

中，浅蓝色的区域对应较高的分类准确率，当 SVM

个数等于 5 时，在一段较长的连续区域内分类效果

较好。尽管 SVM 个数等于 8 时也存在较多的浅蓝

色区域，但此时 SVM 个数较多，会导致较长的学

习和分类耗时。同理，当 KNN 个数取 4 个时，浅

蓝蓝色区域较多，分类准确率较高，且耗时较少。

通过上述分析，本文把 KNN 分类器的个数定为 4

个，SVM 分类器的个数定为 5 个。图 6 和图 7 中的

每个准确率和耗时均是二十次反复实验计算获得

的平均值。 

4.3 误分过采样法有效性分析 

 

图 8 SVM 迭代式训练效果图 

Fig. 8 The accuracy illustration of iterative SVM training 

此处，本文对误分过采样法在 Bagging 分类器

中的应用效果做了十次检验性实验：每次实验均使

用 233 个垃圾样本训练 Bagging 分类器（采用误分

过采样法）；每一次 SVM 分类器迭代训练后，都使

用 151 个测试样例对其进行分类测试并记录其分类

准确率（统计方法和上文 k 值确定中的方法一致）。

如图 8 所示，每一种颜色的折线代表一次迭代检验

5 个 SVM 的完整过程，横轴为每次迭代检验过程中

的各个 SVM 分类器。例如，在每次检验实验中，

第一个 SVM（即 SVM1）使用最初始的训练样本集

进行训练，训练结束后对训练样本集进行一次分

类，并对训练样本集中生成的错误分类样本进行过

采样。使用上述过采样的训练样本集开展第二个

SVM（SVM2）的训练，重复上述过程直至完成 5

个 SVM 的训练和分类检验。图 8 中的每次检验实

验都表明：将 Bagging 分类器和误分过采样法相结

合，对集成分类器准确率的提升影响十分有益。 

5 实  验 

根据上文描述的方法，基于三星 Galaxy A5009

（2GB 内存，高通 MSM8916CPU），Android 5.0 平

台，开发了相应的原型系统，界面如图 9 所示。 

 

图 9  原型系统界面 

Fig. 9 The prototype interface ((a) input interface; (b) output 

interface) 

图 9a 中的垃圾图片，可以通过手机拍照获得

（用于获得系统分类时的显示比较和垃圾样本添

加）。为了便于用户输入垃圾特征，本文采用树结

构来组织常见的特征信息，用户也可以自行输入进

行补充。此外，对于使用过程中重复度较高的特征，

在软件使用的后续，会出现在树结构中。图 9b 为

针对新输入的垃圾可能的反馈结果（以图片加特征

文本信息的形式反馈，图片用来验证系统判断的置

信度）。 

此外，基于云服务器端的数据库，设计了长效

垃圾分类方法所依赖的云数据库。该数据库主要用

于记录训练样本与用户输入的新样例。 

5.1 集成分类器的准确率检验 

在分类前对收集到的垃圾特征文本信息进行

了预处理：特征确定、随机过采样、生成文本向量，

将垃圾特征信息转化为结构化的数据[17]。 

 

图 10 训练样本集和测试样例集的数据分布 

Fig. 10 The detail of training data and test data 

本文所有实验所使用的训练样本集（库）包含 
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233 条垃圾样本；测试样例集包含 151 条垃圾样例。

目前涉及到的垃圾包含 4 种类别：可回收、有害、

厨余和其他。各类垃圾数量分布如图 10 所示。 

特别地，本工作共计十次对本文设计的集成分

类器进行分类测试，并记录各个基分类器和最终集

成分类器对本文 151 个测试样例的分类的准确率

（统计方法和上文 k 值确定中的方法一致），结果

如图 11 所示。图 11 中横轴代表实验序号，图中每

个着色点代表各分类器在每次实验中的分类准确

率，其中红色三角形代表经过加权组合后的集成分

类器的分类准确率。由图 11 可知，本文提出的集

成分类器的效果，整体上优于每个基分类器，能有

效提高垃圾的分类性能。 

 

图 11 实验中各分类器的准确率图表 

Fig. 11 Accuracy of each classifier 

5.2 集成分类器的鲁棒性实验 

 

图 12 加入错误样本前后集成分类器平均准确率的变化 

Fig. 12 The average accuracy variations of the ensembled 

classifier before and after adding error samples 

为了测试本文集成分类器的鲁棒性，在训练样

本集中逐步提高错误样本的比例开展实验。具体来

说，首先在 233 个训练样本集中加入 10%、20%、

30%的错误样本；之后，分别使用错误样本比例不

同的训练样本集训练集成分类器；最后，将 151 个

测试样例输入到上述每个训练完成的集成分类器

中进行分类测试。此处，为了更加具体的体现效果，

针对上述每个训练样本集以及初始训练样本集均

分别进行了 10 次、20 次、30 次、40 次、50 次测

试实验，并记录了分类准确率平均值的变化情况

（统计方法和上文 k 值确定中的方法一致）,结果如

图 12 所示。 

由图 12 可看出,随着训练样本集中加入的错误

样本越多，训练出的分类器准确率有所下降。例如，

增加了 30%的错误样本后，平均准确率从 95%每次

附近下降到了 93.5%每次附近。尽管如此，在相同

错误样本比例情况下，分类器的准确率不会随着实

验次数有较大波动，例如，10%错误样本时，各次

实验的平均准确率基本稳定在 94.2%每次附近。由

此可见，本文的集成分类器分类性能较为稳定。 

此外，为了降低错误样本对准确率的影响，本

文设计了用户反馈机制，该机制可以为训练样本集

提供高置信度的新样例。 

5.3 用户反馈机制的测试实验 

 

图 13 添加反馈机制前后集成分类器准确率变化 

Fig. 13 The ensembled classifier performance variations before 

and after using feedback mechanism  

为了检验自我训练算法与用户反馈机制的结

合是否能起到为训练样本集提供高置信度的新样

本，并提高分类器性能的作用，此处随机向本文集

成分类器输入错误样例。在错误样例不断增加的过

程中，比较新样例经过用户反馈机制加入训练样本

集与新样例经分类器分类后自动加入训练样本集，

这两种情况对分类器性能的影响。 

实验结果如图 13 所示，横轴代表向分类器输

入的错误样本比例；纵轴代表输入错误样本后分类

器的准确率；折线中三角形代表用户输入的错误样

本经过用户反馈机制加入训练样本集后，再次使用

测试样例集进行检验时集成分类器的准确率；圆形
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点则代表用户输入的错误样本经分类器得出分类

结果后直接加入训练样本集时，再次使用测试样例

集检验出的集成分类器的准确率。图 13 中的每一

个准确率均是经过五十次实验所获得的平均准确

率。由图 13 可得，当加入同样的错误样本时，样

本经由用户反馈机制筛选加入训练样本集的方式，

能有效地减轻错误样本对分类器准确率衰减带来

的影响。因此，自我训练算法与用户反馈机制相结

合能为训练样本集提供置信度较高的新样本，并进

一步保障了集成分类器的准确性。 

5.4 用户反馈机制的实验演示 

 

图 14 用户反馈机制示意图 

Fig. 14 The feedback mechanism performance  

如图 14 所示，在第 1 次实验中，由于样本数

据不够多导致分类错误，用户根据直观判断选择第

一张反馈图片，系统的分类结果与所选的图片内容

所属的垃圾类别不同。因此，分类器判断出该分类

结果置信度较低，未将该输入的垃圾加入到训练样

本集中，保障了分类器的准确性。第 2次实验时，

同样是乒乓球，用户选择了不同的特征，分类器对

该新垃圾给出了正确的分类，并给出两张内容相似

的图片，用户随意选择一张，分类结果与反馈的图

片内容所属的垃圾类别相同，分类器判断该分类结

果置信度较高，将新输入的垃圾作为已标记样本加

入到训练样本集中，从而使得第 3次实验中用户输

入与第一次实验相同的特征时，系统的分类结果正

确，和所选的图片内容所属的垃圾类别一致。 

该实验表明用户反馈机制可以有效地帮助分

类器进行自学习，且能有效提高分类器的分类准确

性。 

6 结  论 

垃圾分类是人类生活和保护自然绕不开的问

题。然而，目前长效垃圾分类方法（特别是适用于

移动端的方法）还较为少见。本文基于集成分类器

和反馈机制，面向生活垃圾，提出了一种基于自我

训练的长效垃圾分类方法。实验表明，该方法能够

高效、鲁棒地对生活垃圾进行分类，而且具有良好

的自学习能力。 

尽管如此，本文的方法还存在以下一些不足需

要日后改进：1）考虑到通用且高效地从图片识别

垃圾特征的方法还较为少见，本文的图片输入主要

用于帮助用户直观地对分类结果进行反馈；2）提

高反馈机制自动化比例，进一步提升整个方法的自

动化水平。 
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